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RESUMO

O presente estudo tem como foco abordar a inteligência artificial e seus mais recentes avanços no diagnóstico da doença Covid-19. O objetivo geral é o de analisar os potenciais benefícios dessa abordagem computacional como ferramenta de apoio na medicina. Assim, definiram-se os seguintes objetivos específicos, conceituar pandemia e os efeitos da pandemia de Covid-19, observar a origem e evolução da inteligência artificial, entender os principais tipos de diagnósticos de Covid-19 e como a inteligência artificial participa nesse processo. A Inteligência Artificial - IA pode ser uma ferramenta essencial para médicos radiologistas identificarem mais rapidamente e com mais precisão as centenas de novos casos. Este estudo consiste em pesquisa de caráter exploratório e descritivo, com resultados tratados de maneira qualitativa e quantitativa, a partir da coleta de dados bibliográficos. Com o levantamento de informações ao longo da pesquisa e da análise das informações foi possível concluir que usar a IA com foco em redes neurais convolucionais, aliada a técnicas de data augmentation, transfer learning e redes adversárias generativas como assistentes no aumento do dataset, tem um grande potencial de aceleração e aumento de precisão no processo de diagnóstico de Covid-19 quando utilizadas na análise de imagens de tomografias computadorizadas e raio-X.
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ABSTRACT

This paper aims to study the address artificial intelligence and its latest advances in the Covid-19 diagnosis. The general objective is to analyze the potential benefits of this computational approach as an assistive tool in medicine. So, the following specific purposes were defined, conceptualizing pandemic and the effects of the Covid-19 pandemic, observing the origin and evolution of artificial intelligence, and to comprehend the main diagnostic types of Covid-19 and how artificial intelligence takes place in this process. AI can be an essential tool for radiologists to quickly and more accurately identify the significant number of new cases. This is an exploratory and descriptive research, with results treated in a qualitative and quantitative way, based on the collection of bibliographic data. With the collection of information throughout the research and analysis of the information, it was possible to conclude that artificial intelligence with a focus on convolutional neural networks combined with data augmentation techniques, transfer learning, and generative adversarial networks as assistants to increase the size of datasets, has a great potential to accelerate and increase the precision in Covid-19 diagnosis when used in the analysis of computer tomography and X-ray images.
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Atualmente, o mundo ainda sente os efeitos do que uma pandemia pode causar em termos socioeconômicos e qual o impacto disso para as instituições de saúde. Dentre as muitas questões que se evidenciaram, o desenvolvimento de um diagnóstico adequado para a prevenção de epidemias e a contenção foi tecnicamente desafiador, e os processos para desenvolvimento, validação e implementação são complexos e demorados. Segundo Cirino et al. (2018), testes de diagnóstico são componentes fundamentais para uma contenção de surtos, estando presente em todas as fases, desde a detecção inicial até a sua resolução. 
Nesse percurso, o uso da inteligência artificial – IA, por meio das técnicas de redes neurais, associada a computação visual pode ser uma ferramenta imprescindível para a otimização do diagnóstico dos pacientes com Covid-19, o que retoma a questão de que é fundamental a introdução de tecnologias assistivas na área da saúde. 
Discutir os potenciais benefícios da IA na otimização do diagnóstico da Covid-19 se justifica pelo fato de que, por mais que existam testes de diagnóstico para a maioria das pessoas, a disponibilidade desses recursos nos laboratórios é, muitas vezes, pobre e muitos testes não estão disponíveis em um formato que possa ser implantado a nível comunitário, reforçando a necessidade de aprimorar técnicas alternativas que não gerem custos adicionais além do equipamento e que não se esgote sob demanda. Nesse contexto, a IA pode ser uma ferramenta essencial para médicos radiologistas identificarem mais rapidamente e com mais precisão os novos casos dessa doença.
Para Heidari et al. (2020) o uso de deep learning com redes neurais convolucionais as CNNs (Convolutional Neural Networks), se mostra viável no reconhecimento de imagens para classificar tomografias com Covid-19. Essas redes têm um grande potencial de revolucionar o diagnóstico, mas há limitações, pois precisam de grandes quantidades de dados para aprender, o que pode ficar impossibilitado em uma pandemia repentina, que dificulta uma grande amostra.
Neste estudo, pesquisou-se como contornar esse problema com a ajuda de outro tipo de rede neural, as redes adversárias generativas GANs (Generative Adversarial Networks), que podem gerar, a partir de tomografias reais, outras tomografias similares para treinar uma rede convolucional e mitigar o problema do pequeno conjunto de dados para o seu treinamento.
[bookmark: _Toc358054192][bookmark: _Toc360478782]Sendo assim, o presente artigo estabeleceu como problema de pesquisa investigar os potenciais benefícios da IA na otimização do diagnóstico da Covid-19, definindo como objetivo geral evidenciar os potenciais benefícios da IA na otimização do diagnóstico Covid-19. Para tanto, estabeleceu-se como objetivos específicos conceituar pandemias e o vírus causador da doença Covid-19 e acompanhar a evolução da inteligência artificial dos seus primórdios até o momento em que ela passa ser uma ferramenta assistiva na medicina diagnóstica.

2 FUNDAMENTAÇÃO TEÓRICA

Busca-se, nesta seção apresentar um breve embasamento teórico sobre o conceito de pandemia e sobre a Covid-19 e seus diagnósticos, bem como, definir IA e estudar sua origem e suas especializações para, enfim, problematizar acerca dos potenciais benefícios do uso de IA especializada em redes neurais para a otimização do diagnóstico de Covid-19.

2.1 PANDEMIA

Segundo o website Dicio (2022), pandemia se caracteriza como uma doença infecciosa e contagiosa que se espalha muito rapidamente e acaba por atingir uma região inteira e até mesmo um país ou um continente. A palavra pandemia tem sua origem no grego, pandemias, pela junção dos elementos “pan” (todo, tudo) e “demos” (povo), que significa “todo o povo”.
Segundo Pappas, Kiriaze e Falagas (2008), em 412 aC, o episódio mais notório relacionado a doenças infecciosas no Corpus Hippocraticum, uma coletânea de cerca de 60 tratados sobre doenças da Grécia Antiga, é a epidemia 'Tosse de Perinthus’, uma epidemia de inverno de uma infecção do trato respiratório superior cujas consequências foram amplamente narradas no sétimo capítulo do sexto livro de Epidemias. Esse caso é frequentemente citado como a primeira epidemia de gripe da história humana. 
Como aponta Columbia Public Health (2021), a Covid-19 não é a única doença que impactou o mundo em escala global, pois diversas outras pandemias marcaram a história da raça humana, como a "Peste Negra", entre 1347 e 1351, que resultou em 200 milhões de mortos, a "Gripe Espanhola", entre 1918 e 1919, com cerca de 150 milhões de mortos e a pandemia de AIDS, doença diagnosticada em 1981 e que segue até o presente, que já matou mais de 35 milhões de pessoas. 
Analisando o impacto dessas pandemias, é possível concluir que a resposta a essas doenças não podem ser tratadas com desleixo e despreocupação, visto que dizimaram vidas por todos os continentes e em grande escala em um curto período. É o que se nota no caso da COVID-19, a pandemia mais recente até a elaboração desta pesquisa, adiante conceituada. 

2.1.1 Pandemia de Covid-19

Segundo o Instituto Butantan (2021), Coronavírus é o nome dado a uma extensa família de vírus que se assemelham e a Covid-19 é uma doença que se manifesta nos seres humanos a partir da infecção de um dos vírus dessa família, o SARS-CoV-2. Os Coronavírus são nomeados por sua aparência: “corona” significa “coroa”, as camadas externas do vírus são cobertas com proteínas em forma de espinhos que as cercam como uma coroa (JOHN HOPKINS MEDICINE, 2022).
Segundo a Organização Mundial da Saúde, (2021), em 31 de dezembro de 2019, a representação da OMS na China foi informada de casos de pneumonia de etiologia desconhecida, detectados na cidade de Wuhan, província de Hubei, desse país e em 30 de janeiro desse mesmo ano, o Comitê de Emergência do Regulamento Sanitário Internacional informou que o surto atendia aos critérios para uma "Emergência de Saúde Pública de Preocupação Internacional". 
Em 11 de março de 2020, a OMS avaliou que a Covid-19 poderia ser caracterizada como uma pandemia o que se confirmou com a constatação de cerca de 586 milhões de casos pelo mundo e 6,42 milhões de mortes confirmadas até agosto de 2022, tornando a Covid-19 uma das piores pandemias da história (OUR WORLD IN DATA, 2022).
Analisando o contexto de proliferação da COVID-19, observa-se que, mesmo com a rapidez de acessibilidade da informação, uma pandemia de grandes proporções pode ainda acontecer facilmente, o que reforça a necessidade do avanço do tecnológico na medicina e na vigilância sanitária para desenvolver vacinas, melhorar a efetividade de tratamentos, aumentar a precisão e a agilidade dos diagnósticos e propiciar uma melhor contenção do vírus, aspectos que podem fazer uma grande diferença em um mundo cada vez mais populoso e interligado.
A necessidade dos avanços tecnológicos na medicina coloca em pauta a evolução da inteligência artificial a qual possibilita a análise de grandes conjuntos de imagens de diagnóstico, associada à visão computacional e à detecção de padrões por redes neurais.

2.2 INTELIGÊNCIA ARTIFICIAL: UMA BREVE HISTÓRIA DA SUA ORIGEM E EVOLUÇÃO A CAMINHO DAS REDES NEURAIS

Para melhor entender o termo inteligência artificial e seu alcance, é importante, também, entender a sua etimologia. A palavra inteligência deriva de vários significados menores, na sua ordem *leg- do proto indo europeu significa "coletar", "reunir", "para falar (escolher as palavras)". No latim, legere tem o significado "optar", "escolher", "ler" e sua junção com a palavra inter, que significa "entre", forma inteligentia ou inteligere, cujo significado mais profundo é de "discernir", "compreender", "vir a saber", "apreciar". Em Língua Inglesa intelligence significa "a mais alta faculdade da mente, capacidade de compreender verdades gerais" (ETYMONLINE, 2021).
A palavra artificial "não natural ou espontâneo" vem do latim artificialis "de ou pertencente à arte", de artificium "uma obra de arte; habilidade; teoria, sistema", de artifex (genitive artificis) "artesão, artista, mestre de uma arte" (música, atuação, escultura, etc.), originado de "arte" + -fex "fabricante", de facere "fazer, fazer" (do proto indo europeu *dhe– “colocar, colocar”) (ETYMONLINE, 2018).
A intitulação Homo sapiens - o homem sábio – se deve ao fato de que a inteligência humana permite avanços na transformação dos elementos da natureza, ou seja, porque o homem consegue desenvolver formas de inteligência. Por milhares de anos, o homem tentou entender a forma como pensa e age, isto é, como o cérebro, um mero punhado de matéria, pode perceber, compreender, prever e manipular um mundo muito maior e mais complexo do que si mesmo (RUSSELL; NORVIG, 2020).
Historicamente falando, segundo Tanenbaum e Bos (2015), os criadores do primeiro algoritmo e da primeira máquina programável, Lovelace e Charles Babbage, perguntavam-se, em 1842, se tais máquinas poderiam se tornar inteligentes, mais de cem anos antes do primeiro computador ser construído (GOODFELLOW; BENGIO; COURVILLE, 2016). Anos depois, em 1943, Warren S. McCulloch e Walter Pitts publicaram "A logical calculus of the ideas immanent in nervous activity", uma pesquisa que procurava entender como o cérebro humano poderia produzir padrões complexos por meio de células cerebrais conectadas, ou neurônios (IBM CLOUD EDUCATION, 2020). 
Na sequência, o matemático inglês Alan Turing, pai da computação moderna, em 1950 criou o "teste de Turing", para definir se uma máquina é capaz de demonstrar inteligência. Segundo Russell e Norvig (2020), para Turing, o ponto chave não estava nos detalhes exatos do teste, mas sim na ideia de medir a inteligência e a capacidade do computador de desempenhar algum tipo de tarefa comportamental, ao invés de uma simples especulação. 
Quase uma década depois, foram publicados os primeiros estudos sobre neurônios artificiais. De acordo com Goodfellow, Bengio e Courville (2016), baseados nos estudos de Warren S. McCulloch e Walter Pitts, foi Rosenblatt que, em 1958, criou o primeiro modelo de neurônio artificial, o perceptron. No entanto, de todo o trabalho exploratório realizado durante esse período, talvez o mais influente tenha sido o de Arthur Samuel em jogo de damas, que usou um método agora chamado de aprendizado por reforço (RUSSELL; NORVIG, 2020).
Assim, desde 1950 a IA obteve muitos investimentos, mas ainda com muitos problemas com a expectativa de resultados rápidos. As ondas de popularidades e interesse pela área foram chamadas de primaveras e as respectivas quedas, de invernos. A primavera da década de 1950, com o estabelecimento da fundação de grande parte dos algoritmos de IA foi seguida pelo inverno da década de 1970. Já na primavera dos anos 1980 houve uma mudança de paradigma no campo de estudo dos algoritmos simbólicos e na construção de sistemas especializados, mas em certa parte estagnados pelo inverno da década de 1990. Por fim, o desenvolvimento do machine learning na década de 1990 levou ao desenvolvimento de deep learning à primavera de 2010 (JOINT RESEARCH CENTRE, 2020). 
Para Russell e Norvig (2020), uma maneira rápida de resumir os marcos na história da IA é listar os vencedores do Prêmio Turing: Marvin Minsky (1969) e John McCarthy (1971) por definirem os fundamentos baseados na representação e no raciocínio; Ed Feigenbaum e Raj Reddy (1994) por desenvolverem sistemas especialistas; Judea Pearl (2011) por desenvolver técnicas de raciocínio probabilístico e finalmente Yoshua Bengio, Geoffrey Hinton e Yann LeCun (2019) por tornarem o deep learning (redes neurais multicamadas) uma parte crítica da computação moderna.
A impressão do momento é que essa nova primavera da IA não se encerrará tão cedo, pois, hoje, o indivíduo que tem uma renda razoável pode pagar uma taxa mensal para ter recursos virtualmente ilimitados pela nuvem computacional. É também notável os avanços que as redes neurais vêm trazendo em diferentes campos como os carros inteligentes que dirigem sozinhos, a automação de serviços e operações dentro das empresas, os softwares inteligentes que fazem sugestões personalizadas e atendem pedidos por canais de voz, os agentes inteligentes que limpam casas e regam jardins baseando-se na umidade do ambiente, desligam e acendem luzes e acionam eletrônicos sob diversas circunstâncias. Ou seja, a revolução 4.0 está em ascensão.

2.2.1 Relação inteligência artificial, data science, machine learning, redes neurais e deep learning

A IA é uma grande área da computação que envolve, machine learning, redes neurais e redes deep learning, dentre outras. O machine learning é um subconjunto da IA que faz predições baseando-se em um conjunto de dados de forma supervisionada, não supervisionada e por reforço de aprendizado; como mostra IBM Cloud Education (2020), as redes neurais artificiais são um subconjunto do machine learning que imitam o comportamento do cérebro humano para resolver problemas complexos com base em dados (GEORGIEV et al., 2020). E o deep learning é uma versão multicamadas das redes neurais.

[bookmark: 6325e1e7c8560329ec000003][image: Rede Neural Simples e Rede Neural Deep Learning]Figura 1: Rede neural simples e rede neural deep learning
Fonte: Soares (2019).

Como poder ser visto na Figura 1, uma rede neural que consiste em mais de três camadas pode ser considerada uma rede neural deep learning e uma rede neural que só tenha duas ou três camadas é apenas uma rede neural simples (IBM CLOUD EDUCATION, 2020).
Machine learning e deep learning por necessitarem de grandes volumes de dados para o aprendizado são atribuídas à data Science, área que tem como base a estatística. Segundo Russell e Norvig (2020), avanços notáveis no poder de computação e a criação da World Wide Web facilitou a criação de conjuntos de dados muito grandes, uma quantidade de dados inviável de ser tratada com a computação tradicional. Esse conjunto de dados maior e mais complexo, especialmente de novas fontes de dados, é conhecido como big data (ORACLE, 2018) e vai ao encontro do deep learning, que se beneficia com o grande volume de dados para treinamento (RUSSELL; NORVIG, 2020).
Diferentemente da computação tradicional, em deep learning não se diz ao computador como resolver um problema, em vez disso, ele aprende com dados observacionais, descobrindo sua própria solução para o problema em questão (NIELSEN, 2015).  
Aprofundando a questão, Glassner (2021), complementa que não é necessário dizer explicitamente ao algoritmo como reconhecer um 2 ou um 7, porque o sistema descobre isso por si mesmo, ou seja, pode descobrir se a foto de um celular foi exposta de forma ideal, se um pedaço de texto foi realmente escrito por alguma figura histórica ou se uma mancha de ressonância magnética é benigna ou não.  Estas são algumas das muitas aplicações que o deep learning já está realizando para as pessoas e por isso
Por assim dizer, o deep learning pode ser interpretado como um emaranhado de algoritmos de machine learning estruturados de forma que lembram uma rede de grafos; essas redes apresentam resultados promissores, mas com alto custo computacional e dependente de grandes datasets. 
Após ser observado os diferentes subconjuntos da IA e como eles se relacionam, pode-se considerar que têm um papel crucial no processo de otimização de diagnósticos de raio-X e tomografias. Assim, este estudo se volta para a rede deep learning mais avançada no reconhecimento de imagens, as redes neurais convolucionais, também conhecidas como CNNs.

2.2.2 Convolutional neural networks

Segundo Goodfellow, Bengio e Courville (2016), o nome “convolutional neural network” indica que a rede emprega uma operação matemática chamada convolução, uma espécie de operação linear. As CNNs usam convolução no lugar da matriz geral de multiplicação em pelo menos uma de suas camadas e, atualmente, despontam como os métodos de classificação de imagens, "state-of-the-art", mais avançados (TROIANO et al., 2022).
O sucesso das CNNs vem de sua capacidade de aprender padrões espaciais, o que as tornou o método padrão a ser usado para qualquer dado que se assemelhe a uma imagem. Quando aplicada uma convolução a uma imagem, a CNN pode aprender a detectar padrões simples como linhas horizontais ou verticais, mudanças de cor ou padrões de grade e padrões mais complexos, empilhando diferentes camadas (RAFF, 2021).
Segundo NVIDIA (2021), as redes convolucionais são compostas por uma camada de entrada, uma camada de saída e uma camada oculta que inclui várias camadas convolucionais, camadas de pooling (agrupamento), camadas "totalmente conectadas" (rede neural multicamada tradicional) e camadas de ativação. As camadas convolucionais multiplicam um conjunto de pesos com a entrada para produzir uma matriz bidimensional de pesos chamada filtro.
De acordo com Goodfellow, Bengio e Courville (2016) é na camada de convolução que a maior parte das computações acontecem e a operação envolve três componentes: a imagem representada por uma matriz de 3 dimensões, um filtro, também chamado de núcleo de convolução, representado por uma matriz de 2 dimensões, e a sua saída, também de 2 dimensões. Após aplicado o filtro na imagem original, a saída é denominada como mapa de característica. 
Como a imagem é um elemento de 3 dimensões e o filtro e a saída têm apenas 2, essa operação de mapeamento da característica é realizada 3 vezes para iterar em imagens coloridas, pois possuem as camadas de cores RGB (Red Green Blue).
Depois de criado o mapa de característica, ele é passado por uma função de ativação, uma espécie de normalização dos dados para serem processados pela próxima camada e, em sequência, passa-se por uma camada de pooling que faz a uma redução das amostras para otimizar o custo computacional. Esse processo de convolução, ativação e de pooling é feito diversas vezes, dependendo da complexidade da rede neural, e por fim, após todas convoluções, realiza-se uma avaliação por uma rede neural totalmente conectada para identificar de que tipo de objeto se trata a imagem, representando com as letras "FC"(Fully Connected Network) em verde na Figura 2 (RAFF, 2021).

[bookmark: 63287e81722f05c772000002][image: CNN de 16 Camadas]Figura 2: Processo de identificação de imagem em uma CNN
Fonte: Stanford University (2016).

Como aponta IBM Cloud Education (2020), as redes neurais convolucionais alimentam o reconhecimento de imagens e as tarefas de visão computacional, um campo da inteligência artificial que permite que computadores e sistemas obtenham informações significativas de imagens digitais, vídeos e outras entradas visuais e, com base nessas entradas, possam agir. Essa capacidade de fornecer recomendações a distingue das tarefas de reconhecimento de imagem e algumas aplicações comuns desta visão computacional podem ser encontrada atualmente nos seguintes ramos:
Segurança: Contraterrorismo, reconhecimento facial, extração de recursos, supressão de ruído, discriminação de objetos, sensores, sonar, radar e processamento de sinal de imagem, identificação de sinal/imagem, rastreamento de alvo e direcionamento de armas (RAMOS, 2021).
Automotivo: Embora a era dos carros sem motorista ainda não tenha emergido, a tecnologia subjacente começou a chegar aos automóveis, melhorando a segurança do motorista e do passageiro por meio de recursos como detecção de linha de pista (WIDTH AI, 2021).
Saúde: A visão computacional foi incorporada à tecnologia de radiologia, permitindo que os médicos identifiquem melhor os tumores cancerígenos em anatomia saudável (IBM CLOUD EDUCATION, 2020).
Portanto, as CNNs, com toda sua complexidade, deram grande destaque na área de reconhecimento de imagens e já se apresentam como uma rede neural do mundo corporativo com diversas utilidades no mundo real, inclusive em aplicações delicadas que exigem uma grande confiabilidade, e isso é uma realidade no diagnóstico do novo Coronavírus, conforme será abordado em profundidade a seguir.

2.3 TIPOS DE DIAGNÓSTICOS DE COVID-19 E SUA IMPORTÂNCIA

Nesta seção, serão apresentados conceitos de diferentes autores sobre testes de diagnóstico, que são componentes fundamentais para uma contenção de surtos e devem estar presentes em todas as fases, desde a detecção inicial até a sua resolução (CIRINO et al., 2018).
Segundo o Ministério da Saúde (2021), o diagnóstico do Covid-19 pode ser, clínico, laboratorial e de imagem. O diagnóstico clínico se dá a partir da análise do quadro clínico inicial da doença e é caracterizado como Síndrome Gripal (SG). Nesse caso, é realizada a anamnese e o exame físico para, então, encaminhar para posteriores exames e, mesmo que o paciente não apresente sintomas, o médico pode fazer um registro para futuras investigações (MINISTÉRIO DA SAÚDE, 2021).
O diagnóstico laboratorial pode ser realizado tanto por biologia molecular, quanto por sorologia e testes rápidos. No caso da biologia molecular, permite-se identificar a presença do material genético (RNA) do vírus SARS-CoV-2 em amostras de secreção respiratória, usando metodologias RT-PCR em tempo real e RT-LAMP (THOMPSON; LEI, 2020). Já a sorologia detecta anticorpos produzidos pela resposta imunológica do indivíduo em relação ao vírus SARS-CoV-2, podendo diagnosticar doença ativa ou pregressa (LEE et al., 2020). Por fim, os testes rápidos podem ser de antígeno, que detecta proteína do vírus em amostras coletadas do nariz e da garganta e de anticorpo, que detecta anticorpos produzidos em resposta a infecção em amostras de sangue, soro ou plasma (CHAU; STROPE; FIGG, 2020).
Por fim, o diagnóstico de imagem é realizado com a tomografia computadorizada de alta resolução – TCAR. Segundo o National Institute of Biomedical Imaging and Bioengineering (2022), a tomografia computadorizada é um procedimento no qual um feixe estreito de raios-x é direcionado a um paciente e rapidamente girado ao redor do corpo, nesse processo, sinais são processados pelo computador da máquina para gerar imagens transversais, ou “fatias” que podem ser “empilhadas” digitalmente para formar uma imagem tridimensional (3D) do paciente. Essa imagem permite a identificação mais fácil de estruturas básicas, bem como possíveis tumores ou anormalidades. 
Segundo Hicks et al. (2021) os prestadores de serviços de saúde e cuidados exigem caminhos de atendimento claros e estratégias de diagnóstico para identificar rapidamente pacientes infectados com SARS-CoV-2, para garantir a adequação do tratamento com quartos laterais de ocupação, coorte precisa de pacientes e administração precoce de terapias para a Covid-19. 
Sem testes rápidos, a coorte geralmente se dá com base na suspeita clínica da Covid-19, enquanto se aguarda os resultados dos testes de laboratório RT-PCR. Isso pode significar que todos os pacientes com sintomas compatíveis com Covid-19 são colocados juntos, arriscando a possibilidade de infectar aqueles que não tenham a doença e piorando ainda mais a situação da pandemia (REYNARD et al., 2021).
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Como pode ser observado na Figura 3, com os testes laboratoriais de Covid-19 não há uma confirmação concreta de que a pessoa esteja livre da doença, considerada a efetividade reduzida dos testes em determinados períodos. Além disso, nem sempre é possível dizer com confiança quando foi o primeiro contato com a doença, visto que o organismo de cada pessoa reage de forma diferente aos sintomas.
Existe ainda o problema da própria falta dos testes laboratoriais durante uma pandemia e o uso da tecnologia com o diagnóstico de imagem é essencial para situações como essa. Segundo Hashimoto et al. (2018), é importante que haja um trabalho relacionado à saúde em visão computacional, o qual dá suporte em diversas aplicações, como cirurgias guiadas por imagem, colonoscopia virtual e diagnóstico auxiliado por computador.
Por essa razão, faz-se necessário mostrar a utilidade e as limitações dos diagnósticos por imagem para definir quando usar as ferramentas e inovações para combater doenças virais que, muitas vezes, são silenciosas e de rápido contágio. Esse tipo de diagnóstico é rápido e preciso e pode separar uma pessoa contaminada de outros grupos, evitando, consequentemente, um avanço exponencial da doença. 
Exames laboratoriais são, muitas vezes, indicados sem indício concreto da doença e pessoas assintomáticas podem fazer a transmissão do vírus sem que haja uma forma de saber se estão infectadas. Um diagnóstico de imagem com alta precisão pode acelerar e facilitar o trabalho de radiologistas em tempos de crise, e até mesmo suprir a falta de exames laboratoriais para todos. 
Para tanto, a inteligência artificial tem se mostrado muito útil na assistência a agentes de saúde no que se refere a tomar decisões, realizar diagnósticos e fazer estimativas sobre o histórico do paciente. Entretanto, deve ser observado como a IA está evoluindo para entender quais caminhos ela pode abrir para novos tratamentos e melhorias na qualidade de vida das pessoas. 
Após uma descrição da doença e as formas tradicionais de combate a mesma, o foco passa a ser a tecnologia de inteligência artificial com redes deep learning no combate ao Coronavírus.

2.3.1 Deep learning no diagnóstico da covid-19

Segundo He et al. (2020), desde o surto de Covid-19, tem havido esforços crescentes no desenvolvimento de métodos de deep learning para realizar triagem de Covid-19 com base em imagens médicas, como tomografias e radiografias de tórax. Para combater a pandemia, o uso de imagens médicas, particularmente as torácicas, tem desempenhado um papel importante no diagnóstico, previsão e gestão de pacientes com Covid-19 (LIU; SIEGEL; SHEN, 2022).
Os métodos de deep learning são classificados em dois grupos: modelo pré-treinado com deep transfer learning e técnicas personalizadas de deep learning. Além disso, cada abordagem diagnóstica baseada em arquiteturas de aprendizagem é dividida em duas categorias: CT imagens e imagens de raios-X (ISLAM et al., 2021).
De acordo com Bhuyan et al. (2021), uma grande quantidade de datasets interpretados é necessária para treinar modelos de deep learning. E não existem muitas amostras de datasets de imagens afetadas pela Covid-19. Duas técnicas são consideradas para enfrentar este desafio: data augmentation (aumento de dados) e transfer learning (transferência de aprendizado).
AS CNNs treinam, em suas primeiras camadas, como identificar traços simples e contornos, sendo assim, é útil treinar um sistema em um banco de dados genérico para conseguir bons resultados e depois se especializar nas camadas seguintes, com o dataset menor e específico do problema. Por exemplo, é possível aprimorar um classificador de imagem de uso geral em outro que pode reconhecer formas de folhas e informar de que tipo de árvore elas vieram. Esse processo é chamado de transfer learning (GLASSNER, 2021).
Quando os dados são limitados, o processo de data augmentation pode ajudar. Com um dataset, pode-se criar várias versões de cada imagem girando, movendo, cortando e redimensionando, alterando o brilho, equilíbrio de cores ou adicionando ruído, ou combinando algumas dessas transformações. Enquanto ocorrem essas são pequenas alterações, o rótulo da imagem deve permanecer o mesmo e em um modelo treinado os dados aumentados serão mais robustos (RUSSELL; NORVIG, 2020).
Segundo estudo de Loey, Manogaran, Khalifa (2020), uma alternativa seria usar redes neurais adversárias generativas as GANs (Generative Adversarial Networks). A rede GAN ajuda a superar o problema de overfitting causado pelo número limitado de imagens de tomografias em um dataset de Covid-19, pois foi observado um aumento de 10 vezes na quantidade de imagens, passando de 418 a 4425, um aumento substancial no dataset.
É possível perceber que as CNNs apresentam dificuldades com a falta de datasets volumosos, ainda mais quando se trata de uma doença recente como a Covid-19, que não possui amostras suficientes, contudo, os cientistas vêm contornando essas limitações com técnicas inteligentes para reforçar o treinamento das CNNs. 
Após mostrar os efeitos da pandemia, como está sendo combatida e como a inteligência artificial vem evoluindo ao longo dos anos na área da medicina de forma assistiva, busca-se analisar, a seguir, alguns resultados coletados de diversos estudos sobre CNNs no diagnóstico de Covid-19.

3 METODOLOGIA

O presente estudo consiste em pesquisa aplicada de caráter exploratório e descritivo, que visa analisar os potenciais benefícios da IA na otimização do diagnóstico da Covid-19 com foco em métodos visuais, pois estes métodos levam em consideração pacientes assintomáticos e podem ter sua veracidade confirmada por um médico radiologista. Os resultados serão apresentados de forma qualitativa e quantitativa a partir da coleta de informações de fontes secundárias, incluindo livros, revistas, artigos online, de obras dos últimos 5 anos.
Segundo Lakatos e Marconi (2017), estudos exploratório-descritivos têm por objetivo descrever completamente determinado fenômeno e podem ser encontradas tanto descrições quantitativas ou qualitativas quanto acumulação de informações detalhadas, como as obtidas por observação. Desse modo, esses estudos dão precedência ao caráter representativo sistemático e aos procedimentos de amostragem flexíveis.
Foram utilizados artigos consultados pelo Google Acadêmico, de sites de tecnologia e inovação e de diversos livros sobre o assunto, caracterizando-se uma pesquisa bibliográfica. O critério para a escolha dos artigos foi a atualidade das informações, tendo base em autores renomados no assunto como Russell e Norvig (2020).
As palavras-chave utilizadas para a localização dos artigos foram: Inteligência Artificial (Artificial Intelligence), diagnóstico Covid-19 (Covid-19 diagnosis), pandemias (pandemics), redes neurais (neural networks), deep learning e redes neurais convolucionais (CNN convolutional neural networks). Quanto ao período, a pesquisa recortou publicações realizadas entre os meses de abril e outubro do ano de 2022.
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Busca-se, nesta seção, discorrer sobre os potenciais benefícios da IA na otimização do diagnóstico de Covid-19, partindo do princípio de que tal abordagem é necessária para que se obtenha uma visão do papel da IA no apoio à medicina e como ela pode otimizar o trabalho de profissionais que acabam ficando sobrecarregados durante uma pandemia.
Shen et al. (2020), afirma que, com o avanço da tecnologia de biologia molecular, os métodos de detecção de ácidos nucleicos se desenvolveram rapidamente e se tornaram uma tecnologia revolucionária para detecção de diferentes vírus. Dentre esses métodos, destaca-se, de modo especial, o PCR, caracterizado pela rápida detecção, pela alta sensibilidade e pela especificidade, o que tem sido considerado o "padrão ouro" para detecção de vírus.
O teste molecular no diagnóstico de Covid-19 consiste em identificar o material genético do vírus SARS-CoV-2 na secreção respiratória, mas apesar de sua alta precisão em condições favoráveis, alguns pesquisadores como Oliveira et al. (2020), ainda acreditam que é preciso formas mais concretas de avaliar a presença da doença Covid-19. Conforme o autor, muitos testes moleculares e sorológicos têm sido desenvolvidos até agora, no entanto, há a necessidade ainda de métodos mais seguros, rápidos, com maior acessibilidade, mais sensíveis e precisos para diagnosticar a infecção causada pelo SARS-CoV-2, para controlar a propagação de Covid-19 e para possibilitar o desenvolvimento de vacinas e tratamentos específicos.
Segundo Ai et al. (2020), a tomografia de tórax é uma modalidade de imagem convencional, não invasiva, com alta precisão e velocidade, o que a qualifica como muito útil na detecção precoce de casos suspeitos. Isso se deve ao fato de que há um grande interesse na detecção rápida, pois evita que as pessoas fiquem em filas para realizarem um exame que, muitas vezes, não dá a informação correta devido a uma limitação intrínseca do método, isto é, em alguns caso, o exame deve ser realizado no período correto. Além disso, parece lógico afirmar que um método visual também traz uma maior confiabilidade, pois um radiologista pode confirmar sua veracidade.
Segundo Rahman et al. (2021), as redes deep learning podem ser úteis como uma ferramenta de triagem rápida que podem salvar vidas ou evitar maiores danos, especialmente durante o período de pandemia, no qual esses danos podem ocorrer devido a atrasos ou erros de diagnóstico.  No que diz respeito aos benefícios do diagnóstico com uso da visão computacional, Bhattacharyya et al. (2022) afirma que os resultados obtidos apoiam fortemente a utilidade da discriminação de imagens de Covid-19, da pneumonia e da radiografia de tórax normal e podem ser empregados como uma ferramenta de assistência para os radiologistas em seu diagnóstico.
Os diagnósticos, à medida que são dados, nem sempre são disponibilizados para futuras investigações em testes e pesquisas, o que acaba por tornar mais lenta a consolidação de novos métodos de diagnóstico. Nesse processo, Rahman et al. (2021), utilizou o maior dataset de raio X de tórax, o COVQU, que consiste em 3616 imagens de Covid-19, 6012 imagens negativas para Covid-19 e 8851 imagens de raios-X normais. As técnicas de aprimoramento de imagem mostraram que um diagnóstico confiável de Covid-19 pode ser alcançado com acurácia, precisão e sensibilidade de 96,29%, 96,28% e 96,28%. A precisão da detecção do Covid-19 foi comparável aos resultados de última geração relatados na literatura recente, embora muitos dos artigos relatados tenham usado um número mais limitado de imagens do Covid-19.
Os experimentos em torno da Covid-19, apesar de promissores, ainda precisam de mais tempo para amadurecer, devido ao fato de que a maioria dos experimentos realizados não tem um dataset expressivo. Isso se deve à falta de amostras para serem analisadas no começo de uma pandemia, o que acaba gerando uma incerteza em relação à pontuação alcançada nos testes. Em relação a esse fato, pode-se afirmar que a IA tem mostrado eficiência em várias tarefas visuais clínicas, mas ainda faltam estudos clínicos comparativos que demonstrem a integração dessa técnica em fluxos de trabalho clínicos para a maioria das aplicações. 
Segundo Fourcade e Khonsari (2019), as CNNs poderiam ser concebidas como colegas fornecendo segundas opiniões de especialistas sobre questões clínicas complicadas. Além disso, elas, intrinsecamente, não estão sujeitas a fatores de confusão, como cansaço, crenças individuais ou questões hierárquicas, minimizando as variabilidades de individuo ao realizar uma tarefa específica.
Os cientistas, muitas vezes, por serem de diferentes áreas, acabam por não se envolver em pesquisas que cruzam diferentes campos, como o da computação e medicina, mas com o passar do tempo e a IA passando a ter mais espaço no cotidiano, mais profissionais de diferentes áreas podem vir a se interessar por compartilhar experimentos e adotar novas técnicas. Acerca dessa questão, Chikere et al. (2019) explica que se deve à complexidade desses métodos ou uma desconexão entre as áreas de especialização daqueles que desenvolvem.
Assim, é possível concluir que há um amplo estudo em volta do diagnóstico de Covid-19 e que há opiniões divergentes em relação ao melhor método a ser utilizado, mas parece lógico afirmar que os modelos de deep learning, mesmo que aplicados em datasets não tão expressivos, oferecem resultados consistentes na detecção a doença Covid-19 e podem ser mais difundidos entre profissionais da medicina.
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Conforme apresentado ao longo desse artigo, é possível reforçar a importância do assunto, que pode impactar fortemente no sistema de saúde como um todo, trazendo maior eficiência em diagnósticos e, como resultado, desacelerar uma pandemia de grandes proporções como a da Covid-19 e possibilitar, de forma indireta, o avanço tecnológico na medicina em campos não tão explorados.
As informações e dados apresentados neste trabalho contribuem de forma significativa para o campo de estudo da inteligência artificial como ferramenta de assistência na medicina, pois aborda técnicas que podem ser cruciais em situações de caráter emergencial, como a pandemia repentina da Covid-19. Isso facilitaria o trabalho de profissionais da saúde e diminuiria o custo de atendimento, possibilitando tratamentos mais seguros e acessíveis.
Sendo assim, é possível levantar a importância da atribuição de novas tecnologias e o compartilhamento de conhecimento de profissionais de diferentes áreas em cooperação, desenvolvendo sistemas mais eficientes, integrados e funcionais.
Os conteúdos aqui apresentados mostram que mais pesquisas precisam ser realizadas sobre o uso da IA na otimização de diagnóstico, visto a diversidade de novas tecnologias emergindo todos os anos no campo da inteligência artificial, como as redes adversárias generativas, que constroem novos dados a partir de existentes. Além disso, os resultados promissores na otimização do diagnóstico têm atingido altas pontuações de precisão e sensibilidade, evidentemente que há obstáculos a serem superados, como datasets não tão volumosos e uma provável falta de comunicação ou interesse no compartilhamento de pesquisas entre profissionais de diferentes áreas da ciência. 
Com esse potencial em evidência, parece certo que mais profissionais possam vir a despertar interesse em avançar os métodos atuais de diagnóstico de imagem e possibilitar a introdução de novos métodos, avançando, consequentemente, de forma direta ou indireta na medicina e na inteligência artificial. 
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